[ TecnoLoégicas
ISSN: 0123-7799
ArMN Oglcas ISSN: 2256-5337
4% [ tecnologicas@itm.edu.co

Instituto Tecnoldgico Metropolitano
Colombia

Estrategias de prediccidon de consumo energético en
edificaciones: una revision

D) Ortega-Diaz, Liliana
Cardenas-Rangel, Jorge
@ Osma-Pinto, German

Estrategias de prediccién de consumo energético en edificaciones: una revisién
TecnoLbgicas, vol. 26, num. 58, e2650, 2023

Instituto Tecnoldgico Metropolitano

Disponible en: https://www.redalyc.org/articulo.oa?id=344275988005

DOI: https://doi.org/10.22430/22565337.2650

Esta obra est4 bajo una Licencia Creative Commons Atribucion-NoComercial-Compartirlgual 4.0 Internacional.

z 8 ~3.0 PDF generado a partir de XML-JATS4R por Redalyc
gf@&@!@ (3{9 Proyecto académico sin fines de lucro, desarrollado bajo la iniciativa de acceso abierto



https://orcid.org/0000-0001-5737-3973
https://orcid.org/0000-0002-3633-1237
https://orcid.org/0000-0001-9665-0267
https://www.redalyc.org/articulo.oa?id=344275988005
https://doi.org/10.22430/22565337.2650
https://creativecommons.org/licenses/by-nc-sa/4.0/
https://creativecommons.org/licenses/by-nc-sa/4.0/

Articulos de revisién
Estrategias de prediccion de consumo energético en edificaciones: una revisién

Strategies for Predicting Energy Consumption in Buildings: A Review

Liliana Ortega-Diaz DOLI: https://doi.org/10.22430/22565337.2650
Universidad Industrial de Santander, Colombia
liliana2228331@correo.uis.edu.co

https://orcid.org/0000-0001-5737-3973
Jorge Cdrdenas-Rangel
Universidad Industrial de Santander, Colombia
jorge2148225@correo.uis.edu.co

https://orcid.org/0000-0002-3633-1237
German Osma-Pinto
Universidad Industrial de Santander, Colombia
gealosma@uis.edu.co

https://orcid.org/0000-0001-9665-0267

Recepcion: 15 Febrero 2023
Aprobacion: 29 Agosto 2023
Publicacién: 11 Septiembre 2023

N
v Acceso abierto diamante

Resumen

Los edificios son uno de los principales actores contaminantes del medio ambiente, por lo que es necesario fortalecer las
estrategias para la reduccién de su consumo energético, como el disefio energéticamente eficiente (edificios nuevos) y la gestién
energética (edificios existentes). Para ello, es fundamental la prediccién del consumo energético que permita conocer el estado de
operacién de la edificacién e inferir sobre las causas de éste y la eficacia de las estrategias de ahorro energético. No obstante, la
diversidad de técnicas de prediccién del consumo energético existentes dificulta a investigadores su identificacidn, seleccién y
aplicacién. Por ello, a partir de una revisién de la literatura, este articulo identifica técnicas de prediccidn, expone sus principios
tedricos, describe las etapas generales de construccién de un modelo de prediccidn, reconoce métricas de evaluacién, identifica
algunas de sus fortalezas y debilidades y presenta criterios para facilitar la seleccion de una técnica de prediccién y métricas de
evaluacidn segun las caracteristicas del caso de estudio. Se realizé un andlisis bibliométrico como metodologfa para identificar y
estudiar los articulos mas importantes sobre demanda de energfa en edificios. Se encuentra que hay tendencia en la aplicacién de
técnicas de aprendizaje automdtico y que los modelos de prediccién de consumo energético son mayormente aplicados a
edificaciones residenciales, comerciales y educativas.

Palabras clave: Demanda de energia, eficiencia energética, consumo de energfa en edificaciones, enfoques de prediccién,

métricas de desempefio.

Abstract

Buildings are one of the main polluting actors in the environment. Therefore, it is necessary to strengthen strategies to reduce
their energy consumption, such as energy-efficient design (new buildings) and energy management (existing buildings). For this,
it is essential to predict energy consumption to know the state of the building’s operation and infer the causes and effectiveness
of energy-saving strategies. However, the diversity of existing energy consumption prediction techniques makes it difficult for
researchers to identify, select, and apply them. Therefore, from a literature review, this article identifies prediction techniques,
exposes its theoretical principles, describes the general stages of building a prediction model, recognizes evaluation metrics,
identifies some of its strengths and weaknesses, and presents criteria to facilitate the selection of a prediction technique and
evaluation metrics according to the characteristics of the case study. A bibliometric analysis was carried out to identify and study
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the most critical articles on energy demand in buildings. It is found that there is a trend in the application of machine learning
techniques and that energy consumption prediction models are mainly applied to residential, commercial, and educational
buildings.

Keywords: Energy demand, energy efficiency, energy consumption in buildings, prediction approaches, performance metrics.



Highlights

Existen cuatro enfoques de predicciéon del consumo de energia en edificaciones

Los enfoques presentan unas ventajas y desventajas para tener en cuenta a la hora de su seleccién
Se proponen criterios de seleccidn de técnicas para el modelado de prediccion

Las métricas de desempeno evaltian el rendimiento de las técnicas de prediccion

1.INTRODUCCION

En 2021, los edificios y los sectores de construccién de edificios combinados fueron responsables de
cerca del 30 % del consumo de energia final global y del 27 % de las emisiones totales del sector energético
[, Las principales tendencias mundiales de los edificios y la construccién entre 2015 y 2021 sefialan que la
intensidad de emisiones de CO2 producida por estos sectores disminuyé un 7 % y el consumo de energia
un 0,7 %. Lo anterior, debido a la pandemia de COVID-19 que represent6 cambios en el sector de los
edificios y la construccién en 2020 en temas de demanda de construccidn, cierres de lugares de trabajo y
desafios de asequibilidad energética. A pesar de la disminucién de estos porcentajes, el consumo y huella de
carbono de las edificaciones aun es muy alto, en 2021 las actividades de construccién recuperaron sus
niveles previos a la pandemia y la demanda de energfa se intensificé con la apertura de puestos de trabajo
2],

Los problemas ambientales ocasionados por la gran cantidad de energia consumida en los edificios

producen efectos adversos sobre la existencia de la humanidad y sobre el planeta 13, Por lo tanto, el
aumento global de la demanda de energfa se ha vuelto de suma importancia para propietarios de edificios

[4], comunidades cientificas, industrias y gobiernos (5].

Segin A. D. Pham er all®), los edificios deben ser energéticamente eficientes y sostenibles, pues
contribuyen significativamente al consumo mundial de energia y a la emisién de gases de efecto
invernadero. La eficiencia energética presenta beneficios ambientales y econdmicos. Los edificios con

sistemas de energfa y estrategias de gestion eficientes tienen costos operativos mas bajos (7).
La prediccién del consumo de energia de los edificios es una herramienta de gran ayuda para
investigadores e ingenieros interesados en el comportamiento energético de las edificaciones. Predecir el

uso de energfa de los edificios es necesario para la planificacién, gestién y conservacion de la energfa (8], La
prediccién exacta y rdpida del consumo de energfa puede ayudar a lograr los objetivos de evaluar nuevas

alternativas de diseno de edificios y optimizar los sistemas de energia (9. [10]_ ] desarrollo de un modelo de
prediccion de energfa con alta exactitud se considera uno de los enfoques més efectivos para comprender la

(11]

eficiencia energética de los edificios 1+ El conocimiento basado en los patrones de consumo de energfa de

afios anteriores podria usarse para predecir el uso de energfa de los edificios y hacer mas eficiente el

consumo de energfa (4],

En los tltimos afos, las tendencias asociadas al cambio climatico han permitido promover el desarrollo
de diversas técnicas/estrategias para predecir el consumo energético y el confort térmico de los edificios
[12], La revision de la literatura permitié reconocer cuatro enfoques de prediccion, a saber: estadistico,
basado en datos, de ingenieria e hibrido. La Figura 1 presenta estos enfoques con algunas técnicas

.
especificas.
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Enfoques de prediccion
Fuente: elaboracién propia

Los modelos de regresion estadistica correlacionan el consumo de energfa o el indice de energfa con las
variables influyentes. Estos modelos empiricos se desarrollan a partir de datos histéricos, por lo que se debe
garantizar una cantidad significativa de éstos para construir un modelo [13].

El enfoque de ingenieria, también denominado de caja blanca, se basa en el modelado fisico de la
14
[14] y

depende de las reglas termodindmicas para el modelado y anilisis de energia detallados. Algunos de los

edificacién, por lo que requiere informacién detallada de fenémenos de construccién complejos

programas que utilizan modelos fisicos son EnergyPlus, TRNSYS, eQuest, ESP-r, Dymola y DOE-2 (15]).
Los modelos basados en datos, conocidos como de caja negra, se basan en datos histéricos para deducir o
caracterizar la relacién oculta entre la salida (e.g,, consumo de energfa del edificio) y las variables de entrada
(e.g., clima, caracteristicas fisicas del edificio, comportamiento de los ocupantes y horarios de uso de los
equipos) utilizando métodos matemdticos. Se aprecia el creciente uso de estos modelos para predecir el

consumo energético en edificaciones (8] 1o cual se debe a la alta confiabilidad de los algoritmos de

aprendizaje en la resolucién de problemas complejos y no lineales [16]

[17].

y al aumento de la informacién

disponible sobre las edificaciones
Los enfoques hibridos o modelos de caja gris combinan el enfoque de caja negra y el enfoque de caja

blanca. Dado que es posible obtener datos sintéticos sobre el consumo energético a través de software (101,

(18] e puede utilizar un modelo fisico simplificado y datos de fécil acceso para simular la demanda de

energia del edificio, combinando asi las ventajas de estos dos enfoques [9). También se pueden clasificar
dentro de este grupo las técnicas que usan modelos estadisticos y aprendizaje automadtico para mejorar la
exactitud de la prediccion [19]-[23] E| enfoque basado en datos aprende y mejora a partir de la experiencia
adquirida en la etapa de entrenamiento, es capaz de resolver problemas no lineales y estd ubicado en el
campo de la computacién y la inteligencia artificial. El enfoque estadistico utiliza ecuaciones matematicas
para deducir relaciones (lineales) entre variables, por lo que recopila, organiza, analiza, interpreta y presenta
datos y utiliza reglas para entrenarse. Aunque ambos enfoques utilizan la técnica de la regresion lineal



usando la misma base teérica, note que el enfoque basado en datos absorbe la regresion estadistica y busca

24). Especificamente, la regresion lineal en Machine Learning (ML) busca adaptar los

mejorar su exactitud
datos de entrada para cumplir con cuatro supuestos, a saber: relacién lineal entre las variables,

independencia entre la tendencia de los errores (no deben tener un patrén identificable entre ellos),

normalidad o ajuste de datos y variacién constante del error [25)

Existen gran cantidad de técnicas empleadas para predecir el consumo de energia en edificios; sin
embargo, es dificil para los investigadores identificar las técnicas que se usan para predecir el consumo de
energia en edificaciones y encontrar esa diferenciacién con otras técnicas empleadas para otros fines o
predicciones. También resulta tedioso decidir cudl sea la técnica a usar segun el caso de estudio, los datos y
herramientas disponibles, los conocimientos de los encargados de entrenar los modelos, etc. Tampoco es
claro la manera en que se deben aplicar las técnicas, cémo deben ser sus etapas y qué se debe hacer para
entrenar un buen modelo. En consecuencia, este articulo busca ayudar a superar esas dificultades teniendo
como objetivo explicar los modelos que mds se usan para cada enfoque de prediccidn, las métricas para
evaluar el rendimiento de los modelos, las etapas de construcciodn, las fortalezas y debilidades y los criterios
de seleccion de un enfoque en especifico.

2. METODOLOGIA

La literatura permite apreciar la existencia de cuatro enfoques de prediccion de energfa; sin embargo, es
pertinente mencionar que la seleccién de una técnica especifica segtin las caracteristicas del caso es una

tarea compleja 3] 14 Esto se debe al ntimero de técnicas asociadas a cada enfoque, al no conocimiento de
los principios tedricos, a la diversidad de métricas de evaluacién y la carencia de criterios que ayuden a
facilitar la seleccién. Es por esto que, este trabajo presenta una revision de la literatura que permita facilitar
la respuesta a estas inquietudes.

Para ello, se hace un andlisis bibliométrico con el propdsito de evaluar y analizar la produccién
académica y cientifica en el campo de la prediccién del consumo de energia de edificaciones y seleccionar
los articulos mds importantes para ser leidos y estudiados. Esta revision estd basada en la busqueda de
articulos publicados en la base de datos SCOPUS donde se tuvo en cuenta editoriales como ELSEVIER,
MDPI, IEEE vy Springer, entre otras, con los siguientes términos: edificio, energfa, consumo, basado en
datos y prediccion. Estos términos engloban todo el contexto que se quiere revisar en esta investigacién. La
ecuacién de busqueda usada es (ALL (building AND energy AND consumption) AND ALL (data-driven)
AND TITLE-ABS-KEY (prediction) ). AND PUBYEAR > 2016 AND PUBYEAR < 2024 AND
(LIMIT-TO (OA, "all")) AND (LIMIT-TO (DOCTYPE, 'cp”) OR LIMIT-TO (DOCTYPE,

ar") ).El tipo de documento buscado fue articulo y conferencia, de acceso abierto para el intervalo de anos
2017-2023.

SCOPUS suministré 1257 resultados; mientras VOSVIEWER permitié ahondar en el andlisis
bibliométrico de los resultados, el cual puede suministrar mapas de visualizacién de red, superposicién y
densidad y establecer la co-ocurrencia de las palabras claves, tal como muestra la Tabla 1.
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Tabla 1

Coocurrencia de palabras clave

Tabla 1. Coocurrencia de palabras clave

Grupo 1

Grupo 2

Grupo 3

Grupo 4

-Aire acondicionado/Air
conditioning
-Edificio/Building
-Edificios/Buildings
-Utilizacion de energia
eléctrica/Electric power
utilization

-Conservacion de energia/ -
Energy conservation
-Eficiencia energética
/Energy efficiency

-Manejo de la energia/Energy
management

-Utilizacion de la
energia/Energy utilization
-Alojamiento/Housing
-Edificios de oficinas/ Office
building

-Analisis de
regresion/Regression analysis

-Algoritmo/ Algorithm
-Inteligencia
artificial/Artificial
intelligence

-Red neuronal
artificial/Artificial
neural network
-Toma de decisiones/
Decision making
-Aprendizaje
automatico/Machine
learning

-Redes neuronales/
Neural networks
-Optimizacion/
Optimization
-Prediccion/ Prediction
-Analisis predictivo/
Predictive analytics

-Aprendizaje profundo/
Deep Learning

-Cargas de centrales
eléctricas/Electric power
plants loads
-Transmision de energia
eléctrica/ Electrie power
transmission
-Pronostico/Forecasting
-Memoria a corto v largo
plazo/ Long short-term
memory

-Redes eléctricas
inteligentes/Smart power
grids

-Series de tiempo/Times
series

-Arboles de decisién/
Decision trees
-Algoritmos de
aprendizaje/
Learning algorithms
-Sistemas de
aprendizaje/
Learning systems
-Aprendizaje-
automatico/Machine-
learning

-Error cuadratico
medio/ Mean square
error

-Magquinas de soporte
vectorial/Support
vector machines

Fuente: elaboracién propia

Es posible definir 33 términos claves en cuatro grupos usando un niimero minimo de ocurrencia de cada
palabra de 58 de un total de 8831 palabras claves. Ademis, la Figura 2 presenta la relacion entre las palabras
claves.
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Figura 2
Visualizacién del analisis bibliométrico

Fuente: elaboracién propia

3. RESULTADOS Y DISCUSION

En algunas investigaciones clasifican los enfoques de prediccién de energia en tres, cuatro o més grupos.
Por ejemplo, Deb et all7 menciona que los enfoques se dividen en simulacién por computadora,

estadisticos y aprendizaje automético ¢ hibridos. Chen er all] y Gassar er all!5] los clasifican en tres
grupos: modelos de energfa fisicos, basados en datos utilizando aprendizaje automatico y modelos hibridos.
En este estudio se decidié abordar los cuatro enfoques encontrados en la literatura, lo cual permita
considerar la mayor cantidad de técnicas mencionadas en la literatura. A continuacién, se presentan
algunas técnicas de prediccién por enfoque que fueron seleccionadas de acuerdo con la revisién de
literatura realizada.

3.1 Enfoque estadistico

El método de prediccién estadistico es un subcampo de la matematica que trata de encontrar relaciones
entre variables para predecir un resultado. Usa ecuaciones matemadticas para crear cada una de estas
relaciones. Para el campo de la prediccién del consumo de energa, este enfoque de prediccién se basa en
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relacionar el consumo de energia con las diversas variables que inciden en tal consumo. Estos métodos
utilizan andlisis de series temporales (datos medidos de una variable con un estampado de tiempo) con
cierta resolucion temporal (e.g., cada 15 minutos) para predecir valores futuros (19],

La Tabla 2 muestra articulos de la literatura que usan técnicas estadisticas para predecir el consumo de
energfa, siendo las mas usadas ARIMA, SARIMA y SARIMAX con una representatividad del 46,7 %, 20 %

y 20 %, respectivamente.
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Fuente: elaboracién propia.

Tal representatividad fue calculada tomando el numero de articulos donde se utilizé la técnica y
dividiendo por el total de articulos. Las métricas de rendimiento mas usadas son RMSE y MAPE con un
53,3 %. E1 35,71 % de los estudios corresponden a edificios comerciales. Para todas las investigaciones, los
datos recolectados fueron obtenidos por medicién. El 26,7 % de los estudios identificados utilizaron el
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software MATLAB para el entrenamiento de los modelos. Las etapas generales de construccién de los
modelos estadisticos son las presentadas en la Figura 3.

Fuente: elaboracién propia

1 2
Identificar Gl Recolectar
varlables => datos
de entrada W%
4 3
Probar _ Entrenar
el modelo la técnica

Figura 3
Etapas del enfoque estadistico
Fuente: elaboracién propia

3.1.1 Regresion Lineal Multiple

El consumo de energia depende de actividades especificas de los ocupantes (como la diferencia entre dias
festivos y dias laborales), condiciones climéticas y eventos inesperados, entre otras. Suponiendo que la
variable dependiente varfa con los grupos de datos de observacién y las n variables observadas
(Y X1 Xk25-Xkn) k=1,2,...m, se puede modelar como muestra (1), donde Bo,p1,Bs,...5, son los
coeficientes de la regresion, e son los residuos de la regresion, X1,X5,...,.Xn son los factores que afectan la

variable dependiente 26],

=P+ Bixy + Brxs+ 4 Ppxy +e (1)

(1)
Los coeficientes se pueden calcular utilizando el método de minimos cuadrados, entonces son las
estimaciones de minimos cuadrados de B(,1,2,....3,, , el valor de puede ser observado en (2):

Vi = Po+ BiXyy + BaXyy + 0+ PuXyn + € (2)

(2)
Donde ¢k es el valor estimado del residual e y es igual a, donde es el valor estimado de yk, entonces se
puede obtener una relacién como se muestra en (3):



P = Bo + Brxis + o + - + P (3)

(3)

B0-B1,2,--,3n deben hacer que P cumpla con el minimo, que son los cuadrados de desviaciéon de los

valores observados y| y los valores de regresion , entonces P se define en (4):

P = Z[J’k — (Bo + B1xps + Boxip + - + Buxyn)]? 4)
k=1

(4)

Como P es una cuadritica no negativa de, el valor minimo debe existir, entonces deben satisfacer las

ecuaciones en (5):

=1
(5)
Sustituyendo (3) en (5), se obtiene (6):
1) e m Il
’”Eﬂ-"‘ L1 El-l_ Zxkz Ez"‘“"" Z-"'kn ﬁn.zz.}’k
k=1 k=1 k=1 k=1
r T y r T e T N i
$ Z X1 | flo + Z Xen | P+ XieyXpa | fa + -+ Zxklxkzz fn = Z X1 ¥ (6)
Lk=1 1 Lk=1 k=1 k=1 | k=1
b8 :‘ r Tr;, ':II’[. : : m : ‘: m
Zxkn Bo + Z-Trmxm B+ Z xkn-’fn] Lo+ + Zx:cnz Br = Zxknyk
Mli=1 . Lic=1 =1 k=1 . k=1
(6)

La matriz de coeficientes de las ecuaciones normales es una ecuacién simétrica presentada en (7):
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i Bo 1 1 . 1
v=|7|p=(Fx=[ 1 Mmoo @
Yn .Sln i Xon e Xy
(7)

Entonces (6) puede ser escrita en la forma de matriz En caso de que la matriz de coeficientes A sea de
rango completo, resolviendo la ecuacién matricial anterior el valor estimado de se puede obtener como en

(8):

p=(XTX)"'X"Y = A"'B (8)
(8)
3.1.2 Media mévil integrada autorregresiva (ARIMA)

ARIMA es un modelo bésico y general de técnicas de prondstico de series de tiempo. Transforman la
serie temporal en estacionaria mediante el proceso de diferenciaciéon. Una serie temporal es estacionaria si
sus propiedades estadisticas son todas constantes en el tiempo. En (9) se muestra la técnica ARIMA para
una serie de tiempo como una funcién lineal donde la entrada consta de retraso de la variable dependiente
junto con retrasos del error de prondstico, donde . es la suma ponderada de uno o mas valores pasados de y,

ces una constante y . es la suma ponderada de uno o mas valores pasados del error del pronéstico (7).

y=w+c+e (9)

9)

Los términos de retraso de la serie de tiempo estacionaria se denominan “autorregresivos”, mientras que
los retrasos de los términos de error pronosticados se denominan “promedio mévil”. Estos modelos se
denotan como ARIMA (p, d, q), donde . representa el orden de la parte autorregresiva, . denota el grado de
la primera diferencia involucrada y . representa el orden de la parte media mévil. La parte autorregresiva del
modelo con orden . es representada por (10). El modelo de promedio mévil de orden . se presenta en (11),
donde Y. es la salida de una serie de tiempo como datos de consumo de electricidad y e. es la serie de error

(7] En (12) se muestra la combinacién de las dos anteriores.

Vi =01+ 01V + 0V p + -+ 0,1, (10)
(10)

Yt = Cz + elet_l + Ezf"t_g + -+ qut—q + et (11)
(11)

Y, = (c1+ ¢3) + (01Yoq + 0oV g + 4+ 0pYy,) + (B180—1 + Oy + -+ ey + €;) (12)
(12)



3.1.3 Modelos de promedio mdvil integrado autorregresivo estacional (SARIMA)

SARIMA se usa para analizar y pronosticar datos de series temporales que se ocupan especialmente de
los efectos estacionales. Estd compuesta por tres componentes: autorregresion, media integrada y mévil. La
autorregresion significa la relacién de dependencia entre una observacion y observaciones previas. También
estd integrada la diferenciacién de observaciones sin procesar para hacer que la serie temporal sea
estacionaria. El promedio mévil identifica la dependencia entre una observacion y un error residual de un
modelo de promedio mévil aplicado a observaciones retrasadas.

SARIMA generaliza los modelos de la familia ARIMA, teniendo la misma estructura con nuevos
términos estacionales (19 tales como . (retrasos de la serie estacionaria), . (diferenciacién estacional), .
(promedio mdvil estacional) y. (longitud estacional en los datos), por lo que estos modelos se denotan
como SARIMA(p.d,q)(P.D,Q)s.

La Figura 4 muestra los programas utilizados en las investigaciones de enfoque estadistico segin el ano

:t |
020 2031 2022

0
2016 4nms 2018 2018 o
Mg

de publicacion.

(35

N*de publicaciones

B Python  ®Matlabh  ®8PPS Modeler Software R

Figura 4
Software utilizado en enfoque estadistico
Fuente: elaboracién propia

3.2 Enfoque de ingenieria

El enfoque ingenieria, también llamado de caja blanca o fisico, se basa en ecuaciones de balance de masa 'y
calor que presentan el comportamiento térmico dindmico de una edificacién. El anélisis del balance de
calor considera tres modelos de transferencia de calor (conduccién, conveccién y radiacién) entre la
envolvente del edificio y sus alrededores. Por ello, comprender las caracteristicas fisicas generales de los
edificios es importante para utilizar estas herramientas de simulacién de edificios; por lo que, se requiere
informacién detallada de la envolvente del edificio, configuracion de los sistemas de calefaccion,
ventilacién y aire acondicionado (HVAC), ganancias de calor internas, equipos, horarios de ocupacién de
espacios interiores y de uso de equipo, zonas térmicas, ubicacién y datos meteoroldgicos, entre otros %) La
Figura S presenta el proceso de creacion del modelado y de simulacién del comportamiento energético de

edificaciones.
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Modelado Asignacion de Aiuste del modelo Simulacién y analisis de
geométrico informacion al modelo ! resultados

Figura 5
Esquema general del modelado de simulacién energética
Fuente: imdgenes tomadas de repositorio de imdgenes de uso libre

Generalmente, los modelos de simulacién por computadora son usados para el diseno de nuevas
edificaciones, ya que una vez estd en operacion el edificio se hace complejo monitorizar las condiciones
climéticas, el horario de ocupacién y las interacciones complejas de los sistemas HVAC e iluminacién, lo
cual dificulta la estimacién del consumo de energia (7], [19) La Tabla 3 relaciona algunas de las
herramientas software més utilizadas para la prediccién del consumo de energia en edificaciones.

Tabla 3

Herramientas de simulacion

: . _ Tipo d
Software Desarrollador Afio Pais Caracteristicas técnicas 1bo ae
modelado
U.s. EE Programa basado en consola que lee la
EnergyPlus Department of 1997 L'U. entrada y escribe la salida en archivos de Arquitecténico
Energy's ) texto. Es de codigo abierto
Consta de un motor que lee v procesa el
. ) archivo de entrada, a través de iteraciones .
TRNSYS Unw? rsu:la_d de 1975 EE. resuelve el sistema, determina la Diagrama de
Wisconsin UU. . ) . bloques
convergencia y grafica las variables del
sistema.
Grupo de
investigacion de

. . Recibe un archivo de texto de entrada con
simulacién EE. i . . .
DOE-2 . - parametros y detalles necesarios que Arquitecténico
Laboratorio UU. . e .
describen el edificio y sus sistemas.

Lawrence
Berkeley
eQuest DOE 19983 EE. Es el motor DOE-Q con asistentes y graficos  Arquitectonico
UU. incorporados
D n Basado en lenguaje Modelica (orientado a
Dymola assau 2006 Francia objetos), utiliza ecuaciones para modelar Arquitectonico
Systémes . .
sistemas fisicos.
. . . Programa de codigo abierto, su distribucién se
Universidad de —-. Reino . . )18 . .
ESP-r 1974 . gestiona bajo el control de cédigo fuente de  Arquitecténico
Strathelyde Unido GitHub

Fuente: elaboracién propia

Fuente: elaboracién propia

La Tabla 4 muestra los articulos en los que se hizo uso de herramientas de simulacién de energia de
edificaciones. Los edificios residenciales son de gran interés en este enfoque, tuvieron una representatividad
del 55,5 %, EnergyPlus y DesignBuilder son los programas més utilizados con un porcentaje de 27,8 % y
16,7 % respectivamente. El error relativo es la métrica de evaluacién que se usa con mayor frecuencia. El
enfoque de simulacién se usa en mayor medida para calcular el consumo energético de las edificaciones, ya
que se predijo para el 66,67 % de las investigaciones estudiadas.

Otra herramienta de simulacién es el software DesignBuilder basado en EnergyPlus. Este programa
permite estimar energfa, emisiones de CO2, iluminacién y confort. Facilita el proceso de simulacién de



edificios tridimensionales, sus disefios y rendimiento energético. Es utilizado por arquitectos, ingenieros,
trabajadores de la construccién y consultores de energfa.
Tabla 4

Enfoque de simulacion — Caracteristicas

Edificacion Software Meétricas de evaluacion Respuesta de salida
Tipe
= | 3 Numero de y -
Ref. Pais Afo = = o parametros de gy oo = m 2 é = ot
£ 5 construccion & é =2z = © ras
42] 2014 N 03 - W W
[431 EE. UU. 2017 A - Minimizar costos Rl
[44] 2021 3 B 3 B
[45] 2017 3 10 3
2 5 -
[48] China 2020 ¥ 15 : — - v
147 2022 5 Hospital A 13 asa de anorroce
energla
48] Bélgica 2015 1 W A 25 Indicadores de
impacte en la red
[49] Polonia 2018 2 vy LR [ R R
50] 2021 1 N 20 - R
[51] Arabia Saudita 2022 \ 4 o \ Carga de
refrizeracién
[22] 2023 1 A \ 20 hl W
[53] Bosnia v 2022 1 W R 4 16 4 Y
Herzegovina
[54] Corea del sur 2022 1 Invernadero W 10 \ + v
[33] Italia 2022 1 v LR 7 3
[5¢€1 Australia 2022 1 0 “ 22 “ +
[27] . 2016 1 y \ ] W
[y Colomb
[55] olombia 2022 5 3 20 \ \
[2€] Egipto 2022 1 W W 17 Y v
03 11 2 5 2 21 316 11 5 13 11 4 121121 1
P .f FC Y ES = ES £ o F o = T = ERE =
Represemtatividad £ 3 £ ¥ 2 3 =585 : Zanaa o Ezzzz =
K o 5 = =R R ] e e R =

Meiricas de evaluacion =2 MAPE: Error porcentual absoluto medio; R®: Coeficiente de determinacion; N3E: Coeficiente de eficiencia de Nash-Sutcliffe; RE: Relative Error; R:
Coeficiente de correlacion B

Software FTRNSYS: Transient System Simulation Tool; IE2-VE: (Integrated Environmental Selution-Virtual Environment; DOE 2.2: Department of Energy 2.2; O2: Open
Studio

Respuesta de salida ¥ CE: Consumo de energia; EEE: Evaluacion de energia de edificios; DEC: Demanda estacional de calor; REN: Rendimiento energético; CE-SHVAC: Consume
de energia del sistema de calefaceion, ventilacion y aire acondicicnadao.

Fuente elaboracién propia.
3.3 Enfoque de datos

El enfoque basado en datos esta dentro del campo de la computacién y la inteligencia artificial. Se
denomina Machine Learning (ML) y se centra en el uso de datos y algoritmos para imitar la forma en que
los humanos aprenden, mejorando gradualmente la exactitud.

Mediante el uso de métodos estadisticos, los algoritmos se entrenan para hacer clasificaciones o
predicciones y descubrir informacién clave en proyectos de mineria de datos. No requieren la construccién
de ecuaciones de balance térmico; por lo tanto, se necesita menos o ninguna informacién fisica del edificio.
Se basan en datos histéricos para reducir la relacién oculta entre la salida y las variables de entrada

utilizando métodos mateméticos [}

ML se divide en 4 subgrupos: aprendizaje supervisado, aprendizaje no supervisado, aprendizaje por
refuerzo y Deep Learning(DL). El aprendizaje supervisado se caracteriza por utilizar datos etiquetados
(categorizados); el aprendizaje no supervisado usa gran cantidad de datos sin etiquetar que luego agrupa y
asocia segun colores, tamafos, formas y diferencias; el aprendizaje por refuerzo se retroalimenta de la
experimentacion con los datos y conduce al usuario hacia el mejor resultado, aprende a través de la pruebay
el error.

DL utiliza arquitecturas profundas o multicapa, lo cual mejora la capacidad de clasificar, reconocer,

detectar, describir y entender. La arquitectura puede tener cinco o mds capas y presenta algoritmos mds

[60)- Uno de los usos del DL es la clasificacién de

imdagenes, reconocimiento del habla, deteccién de objetos y descripcién de contenido. Sin embargo,
demanda un alto costo computacional debido a la naturaleza iterativa de los algoritmos, aumento de la

eficientes que pueden aumentar atin mds la exactitud
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complejidad conforme incrementa el niimero de capas y grandes volimenes de datos necesarios para el
entrenamiento.

En la Tabla 5 se puede apreciar un resumen de las investigaciones encontradas y revisadas sobre el
enfoque basado en datos. Estos modelos de aprendizaje automatico se utilizan mayormente para hacer
predicciones en edificios residenciales y comerciales. El 44 % de los articulos utilizaron Python para
entrenar las técnicas, EE. UU. es el pais que mads utiliza estos modelos en sus investigaciones, existen gran
variedad de técnicas en las que se destaca SVR, ANN y DNN. El 72,2 % de las investigaciones utiliz6 datos
medidos en lugar de datos simulados. También hay gran cantidad de métricas de evaluacién, siendo MAE,
RMSE y R. las mas usadas.

Tabla S. Clasificacion de literatura encontrada para enfoque basado en datos

Edificacion Técnicas Comparacion Métricas de evaluacion Software
s Af . EN e ZmEZLZE . & BEE,_. 8 & e
Ref Pl Adlo Cantidad e = E mEZEEZ = = = w g = E = 1 == =
EE z s E= S EEx o ==z ©
[62] 2018 410 N N N A o NMEE So&ﬁvam
C ial 1 Coeficiente
[63] 2019 p g0 YV . . . de Pepa:raon .
g1 EE-UU- op9p 5 N . = 3 A d
[&] 2021 3 u N u MSR o N W
[64] 2022 2612 N S oA A RRdCE A “ "
1651 2019 6 N N BLO NN Pf“.i‘_u
Tz China ecision
[B6] 2020 1 N “ A e N
[17] 2021 2370 Publico W WA N RE o VN u \
18] - 2017 1 N N ) N n \
6] ™= 9010 15 X v N4 4 ==
[67] 2020 1 Industrial v . N “ “
[E60] TKE 2021 5000 N R Stacking R ~
[11] 2021 4300 ~ N NowoN W GP 5 ~ v Precizion
68 2018 1 “ N “ “ \ WA “ NEMSE ~
[Bo] TFAE2 gg9p 2% . g o4 4 A BaBT \ VIMOEN
B BoRT - -
o] s g059 4 \ \ v BT . X .
ajos
[10] Egipte 2021 12000 N ~ ' N
[71] Taiwan 2019 243 N 5 < N i
8163 1 2 7T 23 i3 782105 2 3 3
~ cn i oo in A —_ [E— o o e e R =
Reprezentatividad 3 :E 3 ; :E = =z f :; =z % g; i 8; i ;; ; =z :E % . § ;

Técnicas FANN: Artificial Neural Networks; GB: Gradient Boosting; DINN: Deep Neural Networks; RF: Random Forest; SVE: Support Vector Regreszion; KENN: K Nearest
Neighbour; DT: Decision Tree; LR: Linear Regression; RR: Ridge Regression; MaF: Arboles de modelo M3P; RT: Random Tree; ET: Extra Trees; AD: Adaboost; GP: Gaussian
Proceszs; M3ER: M3Rules; RC: Regrezor de cresta; RRE: Regreszion de red elastica; RdE: Regresor de embolzado; BaRT: BaggedRegression Tree; BoRT: Boosted Regreszsion Tree;
BT: Boosted-tree; RLO: Regression Logiatica; CART: Classification and regression tree. Datos de comparacign =2 LM Medicion; 2 Simulacion; Métricas de evaluacion 2 R
Cosficiente de determinacién; MAE: Error Absoluto Medio; M3E: Error cuadratico medio; RMSE: Raiz cuadrada del error cuadratico medio; MAPE: Error porcentual absoluto
medio; CV-REMSE: Coeficiente de variacion de la raiz del error cuadratico medio; AC: Accurracy; NRMSE: Ervor cuadratico medio normalizado; F1: Puntuacion F1; NMBE: R:
Coefficient of correlation.

Software WEEA: Waikato Environment for Enowledge Analysis; ASA: Azure Synapse Analytics; VIMOEN: VIsual MOnitoring of ENergy; NS Va: NeuroSolutions Version 5

Fuente: elaboracién propia.
3.3.1 Regresion lineal

El método de regresion lineal relaciona variables y ofrece algunas ventajas, como la facilidad de uso y la
interpretabilidad. El modelo de regresién lineal es definido en (13), donde

es el valor predicho, By y £; son los coeficientes de regresién y. son los datos observados. La relacién
entre la variable medida y la variable de respuesta no sugiere necesariamente causalidad, sino que existe una
correlacion significativa entre las dos variables [60],

Esta regresion lineal se diferencia de la regresion lineal del enfoque estadistico en los datos. Los datos de
esta regresién requieren de un tratamiento para cumplir con caracteristicas como relacién lineal entre las
variables, tendencia de los errores independiente, normalidad y variacién constante del error. Estd técnica

se clasifica en tres tipos: regresion lineal simple, regresién lineal multiple y regresién lineal multivariable
[61]

3.3.2 Redes neuronales artificiales (ANN)



El principio de ANN se basa en la forma en que los sistemas nerviosos bioldgicos procesan la
informacién. Consiste en las tres partes mostradas por la Figura 6: (i) primera capa (de entrada), que
acomoda todas las variables de entrada del modelo, (ii) la capa final, con cada neurona representando una
salida diferente del modelo vy (iii) la(s) capa(s) oculta(s), donde los datos proporcionados por la capa de
entrada son analizados por un nimero variable de neuronas en busca de un patrén en la relacién entre las
distintas variables de entrada y el objetivo.

Capa de Capa
entrada oculta

Entrada 1

Entrada 2

Capa de

Prediccion

Entrada 3 de energia

Entradan

Figura 6

Esquema general de una red neuronal artificial
Fuente: elaboracién propia

El patrén se traduce en pesos y sesgos dados a la conexién entre cada neurona y la neurona en la capa
anterior. Los pesos muestran la fuerza de cada conexidn; mientras los sesgos son un factor agregado a los
pesos para imponer compensaciones y aproximar los valores de las series de tiempo pronosticadas a los
reales. Dada la flexibilidad de los modelos ANN, se pueden configurar para una sola salida o multiples

[72] En general, es utilizada como una tnica técnica o dentro de un conjunto de técnicas donde se

salidas
evalta su exactitud. Se pueden identificar cinco tipos de redes neuronales usadas para predecir el consumo
energético: perceptrén multicapa (MLP), redes neuronales recurrentes profundas (DRNN), redes
neuronales profundas (DNN), red neuronal Elman (ENN) y memoria a largo y corto plazo (LSTM).

MLP es un tipo de red neuronal profunda que utiliza propagacién hacia adelante con una capa oculta

donde se aprenden las caracteristicas latentes y abstractas (11], Est4 conformado por varios perceptrones
simples o redes de una sola capa. Trata de imitar el comportamiento de una red neuronal bioldgica mas
grande. Cuenta con la capa de entrada, la capa de salida de la red y las capas ocultas de la red. Una red

neuronal de avance de dos capas fue usada por Olu-Ajayi et al. 1]

para predecir el consumo energético
anual en la etapa de disenio de 4500 edificios. Este algoritmo tuvo una precisién de 0,58 y una puntuacién
F1de0,52.

Las DRNN modelan dependencias temporales presentes en los datos de series temporales mediante el
uso de conexiones de retroalimentacién para recordar los valores en pasos de tiempo anteriores. Las
dependencias de la salida de tiempo anteriores utilizan el algoritmo de propagacién hacia atrés a través del
tiempo [e3).

Este tipo red neuronal fue usado por Mawson et a[67] para predecir el consumo hora a hora del sistema
HVAC de una edificacion industrial ubicada en Reino Unido con una exactitud de 96,8 %. Rahman et

all63] ysaron DRNN para predecir valores de consumo de electricidad con una resolucién de una hora en
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un periodo de tiempo de mediano a largo plazo para dos casos: prediccion del consumo de energia eléctrica
en un edificio de seguridad publica durante un periodo de 83 dias y prediccién del consumo total de
electricidad en edificios residenciales en un horizonte de tiempo de un ano.

ENN generalmente tiene dos capas, la capa oculta tiene una realimentacién desde su salida a su entrada.
La realimentacién permite a la red aprender a reconocer y generar patrones temporales o variantes en el
tiempo. El retardo de la conexién almacena valores del instante de tiempo anterior, que pueden ser
[69]

de energia de 25 edificios educativos ubicados en Espafia, fue el modelo més preciso y estable en

utilizados en el instante actual. Ruiz et a/!°?! aplicaron este tipo de red neuronal para predecir el consumo
comparacién con 4rboles de regresiéon y maquinas de vectores de soporte.

LSTM contiene celdas que constan de una puerta de entrada, una puerta de salida y una puerta de
olvido, que almacena y transmite datos desde la celda. La puerta de olvido es el proceso de decidir si
descartar datos pasados, la puerta de entrada determina si almacenar la informacién actual y la puerta de
salida es el proceso de decidir qué valor de salida generar. Este tipo de red neuronal es adecuada para
modelos de prediccién basado en el andlisis de series temporales. Este algoritmo fue utilizado por Hwang et

al[20] junto con otras técnicas de aprendizaje automatico para predecir el consumo de 28 edificaciones
comerciales basados en informacién de edificios e instalaciones mediante un enfoque de dos pasos:
recopilacién y procesamiento previo de datos y desarrollo del modelo de prediccion. La Tabla 6 presenta las
caracteristicas principales de las redes neuronales artificiales utilizadas en la prediccién del consumo de
energia en edificaciones.

Tabla 6

Caracteristicas de las redes neuronales artificiales

. . Tipo de Flujo de . ..
Nombre Estructura Conexion bo oe _weas Informacion adicional
aprendizaje informacion
) Multicapa
Capa de enfrada Totalo
MLP P parcialments Bupervisado Unidireccional Propasacidn hacia atras
Capa cculta- Capa
; conectada
de salida
e . Parcialmente ) . Tipo de red neuronal profunda
DRENN Multicapa Supervisado Realimentadas P _ . P
ronectada com realimeantasian
. Supervisadeo Posee mayor cantidad de capas
e . Parcialmente . _ g .
DNN Multicapa No supervisade  Unidireccional ocultas gue una red neuronal
conectada P .
Por refuerzo artificial comin
Son un tipe de redes neuronales
— . Parcialmente . . recurrentes. Tiene entradas
ENN Multicapa Supervisado Realimentadas o
conectada adicienales de la capa oculta
denominadas capa de contexto.
. Parcialmente ) i Se usa para evitar gue el
LSTH Multicapa Supervisado Realimentadas .
conectada gradiente explote o desaparezea

Fuente: elaboracién propia.

Existen tres tipos de aprendizaje automético. En el aprendizaje supervisado las méquinas se programan
con conjuntos de datos de entrenamiento que aseguran que la salida sea de cierto valor o calidad, se divide
en dos categorias: clasificacién y regresién. En el aprendizaje no supervisado se inicia con un algoritmo y un
conjunto de datos, pero la méquina debe descubrir su propio significado en los datos que le proporciona,
los algoritmos de este tipo de aprendizaje se clasifican en agrupamiento y asociacién [73)

refuerzo toma decisiones y va aprendiendo de su experiencia con los datos [74],

. El aprendizaje por

Las redes neuronales no recurrentes son aquellas en las que el flujo de informacién va en una sola
direccién, no existe realimentacién y carecen de memoria. Las redes neuronales recurrentes poseen



realimentacion entre neuronas de una misma capa o de diferentes capas, lo anterior permite que posean
memoria [63)

3.3.3 Mdquinas de soporte vectorial (SVM)

SVM es un algoritmo de aprendizaje robusto para resolver problemas no lineales y se puede utilizar tanto
para la regresién como para la clasificacion. SVM permite encontrar un hiperplano 6ptimo que separe las
clases con un margen méximo. Si la SVM se ejercita para predecir una serie de tiempo o numeros reales, se
denomina regresion de vectores de soporte (SVR). SVR utiliza los mismos principios que SVM. La Figura 7

se muestra un esquema general de este tipo de algoritmo.

[+ e

Figura7
Esquema general de un SVR

Fuente: elaboracién propia.

Para cada vector de pardmetros de entrada (X)y su vector de salida correspondiente (Y), SVR relaciona
las entradas y salidas usando (14), donde . representa el vector de peso y . representa el sesgo que depende
de la funcién de Kernel seleccionada

La funcién de Kernel cuantifica la similitud de dos observaciones [79],

3.3.4 Arboles de decision

Utiliza una estructura de drbol similar a un diagrama de flujo para segregar un conjunto de datos en
varias clases predefinidas, proporcionando asi la descripcion, categorizacién y generalizacion de conjuntos
de datos dados. Como modelo légico, el arbol de decisiones muestra cémo se puede predecir el valor de una
variable de destino utilizando los valores de un conjunto de variables predictoras. Para ello, el proceso de
entrenamiento se divide en dos etapas: (i) division sucesiva del espacio de los predictores en regiones (e.g.,
minimizacién de la raiz de la suma residual) y (ii) prediccién de la variable respuesta en cada region
establecida. La popularidad del método del 4rbol de decision se atribuye principalmente a su facilidad de
uso y su capacidad para generar modelos predictivos con estructuras comprensibles e interpretables que, en

consecuencia, brindan informacién clara y util sobre los dominios correspondientes (75], Este algoritmo fue

utilizado por Ramos et all76] para evaluar cudl algoritmo era el més adecuado para predecir el consumo de
un edificio entre redes neuronales artificiales. La Figura 8 presenta el esquema
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Figura 8

Esquema general de un 4rbol de decision
Fuente: elaboracién propia

3.3.5 Aumento de gradiente (GB)

Este método utiliza un conjunto de modelos débiles que en conjunto forman un modelo maés fuerte. El
modelo final es una funcién que recibe un vector de atributos x € Rn como entrada para identificar un
valor F(X) € R. Ademads, una de las razones para utilizar GB se basa en la reputacién anterior de métodos
de conjunto que superan a otros métodos de aprendizaje automatico. Por lo general, se reconocen como los

regresores o clasificadores que producen los mejores resultados listos para usar [60)

3.3.6 Arbol aleatorio de regresién (RFR)

Es una técnica de conjunto que ofrece varias caracteristicas beneficiosas, tales como: (i) se basa en la
teorfa del aprendizaje por conjuntos, lo que le permite aprender tanto problemas simples como complejos;
(ii) no exige muchos ajustes de hiperpardmetros para lograr un buen rendimiento en comparaciéon con
otros algoritmos de ML (e.g, ANN y SVM) y (iii) sus pardmetros predeterminados a menudo producen un
rendimiento excelente. Por lo tanto, RER estd ganando mds atencién en el campo del consumo de energia
en edificios (601,

Con base en lo mostrado en la Tabla 6, se puede apreciar el uso del software utilizado para entrenar las
técnicas de aprendizaje automadtico. La Figura 9 muestra que el software Python es el mis utilizado para
entrenar las técnicas de prediccion basadas en datos. Matlab, Azure Synapse Analytics, WEKA, VIMOEN

y NeuroSolutions son programas que también se usan para el entrenamiento de los algoritmos.
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Figura 9
Programas utilizados para entrenar algoritmos de ML
Fuente: elaboracién propia

3.4 Enfoque hibrido

El enfoque hibrido combina dos de los enfoques mencionados, enfoque estadistico & ML o simulacién
simplificada & ML, lo cual permite mitigar las desventajas que presenta un enfoque; por ejemplo, el tiempo
de prediccién empleado en simulacidn se puede reducir utilizando simulacién simplificada y aprendizaje
automdtico. También, este enfoque se ha usado para compensar la incapacidad de los modelos SARIMA
para tratar con exactitud los componentes no lineales de los datos de prediccién de energia de edificios, se

combina el modelo estadistico SARIMA y las mdquinas de soporte vectorial (SVM) (191 Otro ejemplo,
propone un enfoque de dos pasos basado en estadisticas y ML, para desarrollar un modelo de predicciéon de

consumo de electricidad de alta exactitud superando limitaciones de informacién insuficiente (20], Mui et.

all”7] proponen un enfoque de simulacién hibrido (EnergyPlus y ANN) que se puede aplicar a diversos
tipos de edificios para estimar el consumo anual de energia de refrigeracién. Utiliza el software EnergyPlus
para realizar el modelado de los edificios, luego a través de Matlab y Python se gestionan los datos de
energfa (entregados por EnergyPlus) y se entrenan las redes neuronales artificiales. La Tabla 7 muestra los
hallazgos encontrados en los articulos que usaron enfoque hibrido; por ejemplo, los edificios que mas se
usan para estudiar su comportamiento energético fueron los comerciales y los educativos, la combinacién
de técnicas estadisticas con técnicas de aprendizaje automdtico tiene una representatividad del 58,3 %
mientras que en los articulos que usaron simulacién y aprendizaje automatico la representatividad fue del

47,7 %.
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Tabla7

Articulos encontrados para enfoque hibrido
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Fuente: elaboracién propia.

La Figura 10 hace un resumen de los tipos de edificaciones estudiadas por enfoque y el porcentaje de tipo
de edificacion estudiada a nivel global.
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Fuente: elaboracién propia.

4. METRICAS DE EVALUACION DE DESEMPENO

Algunas de las métricas usadas para evaluar el desempeno de las técnicas de prediccion del consumo
energético de las edificaciones son las mostradas en la Tabla 8.
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Tabla 8

Métricas de rendimiento utilizadas en la literatura

Tabla 8. Métricas de rendimiento utilizadas en la literatura

Meétrica Férmuls Métrica Férmula

T
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Mean Squared MSE = —Z(_}‘i — )2 Relative Error RE = e = 32l + 100
Error N Vs
R
LN SO elati n2y P — Ey)E?
R Squared R?—1— Ej'i_l?.! ;;2 {izilffe’llz?;f _ 2y 9 Er: D& 9)
= iy - Er? m(Z55) -
N . Coefficient of
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Error 1/ \ et Root Mean PR
- : Squared Error
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T

+#: nimero de muestras o medieiones; v, datos reales; §,- datos pradichos; v, .+ valor méximo real; v ;. - valor minimo real

Fuente: elaboracion propia.

La Figura 11 muestra un resumen de los hallazgos mas importantes en cuanto a estos indicadores de
rendimiento; por ejemplo, las técnicas que se emplean con mayor frecuencia son RMSE, MAPE, MAE y

RZ. El MAPE estuvo en un rango de [0,05 %-18,95 %], CVRMSE: [0,02 % -30 %], RE: [0,5 %-17,04 %] y
NMBE: [0,2 % -7,7 %]. La mediana de R? y R fue 0,903 y 0,885, respectivamente.
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Figura 11

Meétricas de rendimiento
Fuente: elaboracién propia

MSE es la medida de la variacién cuadritica entre los valores estimados y los valores reales. Es una
evaluacion de la calidad de un predictor. R. representa la proporcion predecible de la varianza en la variable
dependiente que puede ser expuesta por la(s) variable(s). MAE es la diferencia promedio entre las variables
esperadas y reales. MAPE es la medida promedio de los errores absolutos de los pronésticos. RMSE es la
desviacidn esténdar de los errores de prediccion. El error relativo es el cociente entre el error absoluto y el
valor real. El coeficiente de correlacién R es un valor entre -1 y 1, mide la fuerza y la direccidn de la relacién
lineal entre dos variables, para valores cercanos a 0 la relacién lineal es débil, los valores de R igual a 1y -1
expresan una relacién lineal perfecta positiva o negativa, respectivamente. El CV-RMSE es una métrica que
indica inestabilidad en la relacién observada entre variables en el periodo de referencia. La N_MBE es una
normalizacién del indice MBE que se utiliza para escalar los resultados haciéndolos comparables.

5. FORTALEZAS Y DEBILIDADES DE LAS TECNICAS DE PREDICCION

Los enfoques de prediccion utilizados para predecir el consumo de energfa en edificaciones presentan
algunas ventajas y desventajas. La Tabla 9 muestra las fortalezas y debilidades de cada enfoque. Los datos
requeridos por el enfoque estadistico son datos histéricos de tipo series temporales, pues necesita datos

medidos en intervalos de tiempo secuenciales (32],
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Tabla9

Fortalezas y debilidades de los enfoques de prediccion

Tabla 9. Fortalezas y debilidades de los enfoques de prediccion

Enfogue Fortalezas Debilidades
Ficil desarralla Prediceitn rapida Inexactitud Requiere datos histdricos
Estadistico .
Modelos sencillos Falta de flexibilidad Enfoque mayormente
lineal
. Coatos computacionales  Requiere gran cantidad de
Exactitud . .
. ., altos datos fisicos v amhbientales
Simulacién

No requiere datos Requiere parametros de

Alta complejidad

historicos construccion detallados
Exactitud Entrenamiento rapido Beguiere datos historicos  Dificil de generalizar
No requiere muchas Costos computacionales . .
Basado en dato= ontrada bajo Ineficiencia computacional
8 3

Apropiado para modeladoe no lineal

Combina dos de los enfoques anteriores para superar
desventajas

Hibrido

Ineficiencia computacional

Fuente: elaboracion propia

Los modelos basados en datos pueden utilizar series temporales, pero no son tan importantes como en el

caso del enfoque estadistico, los datos histéricos si son relevantes en este enfoque (171, EI enfoque de
simulacién solo necesita pardmetros fisicos (de construccién detallada), datos medioambientales y datos de
cargas eléctricas. Los datos de la estructura de los edificios se obtienen de los planos de planta y planos
eléctricos de las edificaciones [38]. Para el caso del modelo hibrido depende del modelo que se decida
utilizar; en ambos casos se requiere de datos histéricos, pues en los dos grupos en los que estd dividido este
enfoque se entrenan técnicas de aprendizaje automético (78], Los datos meteoroldgicos se tienen en cuenta
en los cuatro enfoques de prediccién debido a que el clima afecta en gran medida el consumo energético en
los edificios por el uso del aire acondicionado o los sistemas de calefaccion. Los datos por lo general son
recolectados por sensores, medidores de energia y estaciones meteoroldgicas.

La Tabla 10 analiza los enfoques de prediccion a partir de diez criterios que favorecen el proceso de
seleccidn a investigadores

26



Tabla 10

Criterios descriptores de los enfoques de prediccién

Tabla 10. Criterios descriptores de los enfoques de prediccidn
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6. CONCLUSIONES

Este articulo es una revisién de investigaciones recientes sobre la prediccion del consumo energético en
edificaciones. Fue posible identificar cuatro enfoques de prediccion: estadistico, ingenieria, basado en datos
e hibrido. La técnica mas utilizada en el enfoque estadistico es ARIMA con una representatividad de 46,7
% del total de las investigaciones estudiadas en este grupo, de segunda posicién estin SARIMA y
SARIMAX con un 20 %. Matlab es uno de los programas utilizados para ensayar estas técnicas, 26,7 % de
los articulos usaron este programa. Por otra parte, existe gran variedad de programas de simulacién de
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energia los cuales se diferencian por sus caracteristicas técnicas y tipo de modelado. Design Builder y
EnergyPlus son programas bastante utilizados para evaluar el comportamiento energético de las
edificaciones; note que para este enfoque se requiere de personal altamente capacitado y tiene costos
computacionales altos. El enfoque de caja negra o basado en datos es el que se usa con mayor frecuencia en
la literatura; se encontraron un promedio de 25 técnicas (es el enfoque que mayor ntimero de técnicas
emplea) en 18 articulos estudiados, siendo EE. UU. el pais que mds investigaciones realiza utilizando este
enfoque. Es posible comprobar que el uso del enfoque hibrido mejora significativamente la exactitud de las

predicciones como, por ejemplo, el modelo hibrido JP-MLR muestra un R2 de 0,9577 y los algoritmos

separados JPR y MLR tienen un R? de 0,8766 y 0,7098 (78], El enfoque estadistico en conjunto con el
aprendizaje automdtico tuvo una representatividad del 58,3 % y para el enfoque de simulacién simplificada
y ML fue de 41,7 %. Lo més destacado de estas técnicas es que permiten superar las desventajas presentadas
por las técnicas y a través del trabajo en conjunto obtener buenos resultados.

En cuanto al tipo de informacién a procesar, se recomienda utilizar el enfoque basado en datos o
estadistico si se tienen disponibles suficiente cantidad de datos histéricos; si, por el contrario, sélo se tienen
datos fisicos de las edificaciones y ambientales el enfoque de ingenieria es el indicado para la prediccion.
Para el enfoque hibrido, depende de los criterios mencionados en conjunto con otros criterios, por
ejemplo, si se dispone de datos histéricos y se desea compensar la incapacidad de los modelos estadisticos de
tratar con los componentes no lineales de los datos, se puede usar el enfoque estadistico & ML; pero si se
tiene solo datos de construccion de las edificaciones, puede obtener datos de simulacién simplificada y
mejorar el modelo con técnicas de ML.

La exactitud de las técnicas de prediccidn puede ser evaluada a través de indicadores de rendimiento;
segun la Figura 11 a), a nivel general los més utilizados son RMSE y MAPE. Los tipos de edificaciones que
mis se estudian son residenciales (34 %), comerciales (24 %) y educativas (24 %).

Cada enfoque posee unas debilidades y unas fortalezas identificadas en este articulo que permitieron
proponer un listado de diez criterios para la escogencia de una técnica de prediccién. Estos criterios se
basan en los recursos, habilidades e informacién disponible en la investigacion. Se sugiere aplicar una o
varias de las técnicas mencionadas en esta investigacién para predecir el consumo energético de
edificaciones y hacer uso de las métricas de rendimiento para evaluar la exactitud de las predicciones.

Esta investigacion, a diferencia de otras revisiones, clasifica los enfoques en cuatro grupos, abordando la
mayor cantidad de técnicas usadas para predecir el consumo de energia en edificios. Las revisiones
encontradas muestran que unas dividen en tres enfoques y mezclan el enfoque estadistico con el
aprendizaje automdtico; mientras, otras dejan por fuera los métodos estadisticos.

Este articulo puede ser de utilidad (i) para el sector académico porque puede servir como gufa para
investigadores que estén interesados en seleccionar y aplicar técnicas de prediccién de energia de manera
rapida y sencilla, (ii) para el sector de la construccién porque permite promover el uso de nuevas técnicas
rdpidas y exactas para la construccion de proyectos verdes o con estdndares de eficiencia energética, (iii)
para el sector gubernamental porque puede ayudar a motivar a los ciudadanos a gestionar el consumo de
energfa en los edificios donde realizan sus actividades y (iv) para el sector de la construccidon podria
incentivar a las empresas constructoras por medio de beneficios tributarios a construir proyectos verdes u
otorgar becas a investigadores o instituciones educativas para que sigan profundizando en esta temdtica, lo
anterior con el fin de apoyar la transicidn energética en el pais.
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